
 

 

第 6 章  机器阅读理解 

本章开始介绍在 NLP 任务中比较有名但在工业界又不太常见的任务——机器阅读理

解（Machine Reading Comprehension，MRC）。先介绍一下 MRC 以及其常见的语料库，之

后讲解深度学习模型，其中会穿插一些依赖知识。 

6.1  MRC 综述 

MRC 这个方向与分词、纠错和命名实体识别等任务不同，这些任务大多都不是完全

独立的任务，基本都是其他任务的前置或辅助。而 MRC 则是人工智能的阶段性终结任务，

因为人工智能在定义上的评价标准就是与人沟通的能力，沟通的前提就是能理解人说的

话，听和读对机器来说都一样，只是传感器不同而已，其内核都是 MRC。当然这只是人

工智能定义时的设想，虽然现阶段的 MRC 名称上被称为“阅读理解”，但是本质上并没

有“理解”这个过程，即使现在复杂的神经网络模型，本质上学习到的东西也只是基于

训练数据的一种映射，也就是根据训练时训练样本的情况，学习如何基于给定的文章和

问题映射出答案的位置。所以现阶段的 MRC 依然只能算是其他 NLP 任务的一部分，如

信息检索和对话等。 

6.2  MRC 数据集 

每个任务都需要特定的数据集，阅读理解也不例外。下面分别介绍英文 MRC 语料中

非常有名的斯坦福问答数据集（Stanford Question Answering Dataset，SQuAD），以及百度

出品的 MRC 中文语料 DuReader 数据集。 

6.2.1  SQuAD 数据集 

我们先看一下 SQuAD 1.0 中的一个样本，如图 6.1 所示。 

SQuAD 1.0 是一个比较常见的阅读理解语料库，包含 10 万个问题，超过 500 篇维基百

科文章，每一个问题的答案都能在给定的文章中找到。同时其还有一个模型排名体系，就

是不限时的模型竞赛。 

关于排名，维基百科保留了一部分非公开的测试集，参与者提交模型，维基百科使用

这部分测试集进行模型评估，得分高的就会进入排名。 
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图 6.1  SQuAD 的一篇文章+问题示例 

因为 SQuAD 1.0 所有问题在文章里都能找到答案，所以想要模型得到高分其实有很多

的技巧，但这些技巧仅对得分有帮助，对人工智能在阅读理解上的发展没有任何意义。所

以 SQuAD 2.0 做了针对性的加强： 

 增加了大概 5 万个原文中找不到答案的问题，这些问题是通过众多人工设计的，所

以也不会没有意义。 

 执行 SQuAD 2.0 阅读理解任务的模型不仅要能够在问题可回答时给出答案，而且要

判断哪些问题是在阅读文本中没有材料支持的，并拒绝回答这些问题。 

6.2.2  DuReader 数据集 

DuReader 是百度发布的一个阅读理解数据集，同时也有排名体系。SQuAD 的两版

（SQuAD 1.0 和 SQuAD 2.0）数据集都偏学术，多数是人造的问题和答案，而且很多问题也

比较简单，在工业场景中无法直接使用这样的数据集开发模型。 

因此百度基于自己的资源收集到了大量的真实问题，如用户搜索场景输入的查询及搜

索结果的点击、在百度知道里发布的问题以及用户提交的回答。同时，问题的类型也变复

杂了，不再是全部答案都在原文里，也不是要么有答案要么没有答案。DuReader 整理了 3

个类型的问题，如图 6.2 所示。 

 事实型 观点型 总计 

Entity 

Description 

YesNo 

14.4% 

42.58% 

2.9% 

13.8% 

21.0% 

5.1% 

28.2% 

63.8% 

8.0% 

Total 60.1% 39.9% 100.0% 

图 6.2  DuReader 的问题类型和比率 

 Entity 是实体类问题，也就是问题的答案是一个对象，不一定是名词。例如“iPhone 

11 是哪天发布的？”，答案是××月××日。Fact 就是事实型问题，这种发生过的

事件，就是事实，所以就属于 Fact。如果问题是“你认为 iPhone 18 会哪天发布？”，

那么现在还没有确定的答案，所以就是 Opinion 观点型。 

 Description 是描述类问题，也就是问题的答案是一段描述文字。典型的就是 how/why

之类的问题。例如，“消防车为什么是红色的？”。同样，如果每个问题的描述是有
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官方答案的，如刚才的问题，那么就是 Fact 事实型，如果问的是“你为什么喜欢红

色？”，那么就是个人的 Opinion 观点型。 

 YesNo 是是非题，答案就是 Yes 或 No。跟前面 Fact 和 Opinion 两个类型一样，如果

有统一的确定的答案，那么就是事实型，如果没有，那么就是观点型。当然有时候

事实和观点不一定会区分得那么明确，如“39.5℃算高烧吗？”，这个问题的回答基

本都是 Yes，所以算是 Fact 型。如果问的是“37.8℃算发烧吗？”，这个问题有人回

答是，有人问题不是，这就是 Opinion 型，但温度并非离散数值，而是连续的，再

高一点呢？有一个明确的 Fact 和 Opinion 的分界吗，明显没有，如图 6.3 所示。 

 

图 6.3  DuReader 的样例 

关于样本的组织方式，DuReader 与 SQuAD 也有很大的不同，SQuAD 是先给出一篇文

章，然后提出多个问题。这其实就是“阅读理解”的模式。不过这样的数据并不“真实”，

在现实场景中很少有人先给出一篇文章，然后针对这篇文章提一堆问题，除非是老师教

学生。 

DuReader 的组织方式完全是基于搜索场景的，就是先给一个问题，然后下面给出 5 个

可能有答案也可能没有答案的文章。当然，这样的场景本质上应该算作 QA 任务，而不是

MRC 任务，但 QA 与 MRC 还是有很多相似部分的，数据集在某些方面也是可以通用的。 

下一节介绍一个新的静态词向量——GloVe，其效果与 Word2vec 相差不大，或许在某

些任务中 GloVe 会好一些。但二者的训练思路完全不同，我们本着通过具体技术来讲解算
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法迭代设计方法的思路进行讲解。 

为什么很多基础知识不单独作为一个章节讲解，反而穿插到不同的章节里呢？这其实

就是两种授课思路，单独拿出来属于循序渐进型，先学会全部的基础知识再往深层学习，

这样的好处就是后面的内容完全依赖前面的内容，对学习方法上完全没有要求，但是这样

的学习形式容易令人疲倦，因为大量的基础知识而不是具体问题是难以激发兴趣的。所以

反过来，先讲解具体的、现实场景可能遇到的问题，再讲解相关的知识会更容易理解，很

多案例授课、项目授课都是基于这样的思路。 

6.3  常见的 MRC 模型 

MRC 任务领域中的传统方法相对比较有限，在词向量出现之前，多是基于一些问题词

与文档词之间的匹配外加各类特征工程实现的，效果都不好，所以这里略过传统方法直接

进入深度学习方法。 

6.3.1  词向量训练方法——GloVe 

GloVe 也是一种词向量的训练方式，无论是 Word2vec 的 CBOW 还是 Skip-gram，都是

利用前后词关系信息进行训练的词向量，这样可能会丢失一些远距离的信息。GloVe 就是

基于这个思想，使用全局的统计信息来训练词向量。 

GloVe 同样属于静态词向量，即不同的上下文同样的词的向量是一样的，这样导致一

些多义词的词义会被平均，从而丢失了在当前上下文中的词义信息，因此动态词向量如

BERT 才流行起来。不过动态词向量毕竟成本高昂，很多场景还是需要静态词向量的。虽

然 GloVe 的设计初衷是克服 Word2vec 的缺点，但是最终的效果是二者各有所长，两种词

向量没有明显的优劣之分。 

但使用 GloVe 作为基础词向量的场景还是挺多的，下面具体介绍。 

Word2vec 的原始先验是一个词与前后词肯定有关系。例如，一个句子如果把中间某个

词盖住，我们大概可以猜出这个词应该是什么，即使猜得不准确，也能猜到这个词应该在

什么范围内。例如“____亲了小明一下”，这里大致就可以猜测横线处应该是人名，或者

是代词。因此让前后的词预测中间的词，或用中间的词预测前后的词都是基于这样的原

始先验。 

而 GloVe 的原始先验也是这样的。如果一个词 a 跟词 b 经常一起出现，那么 a 跟 b 的

关系就是密切的，可以用一个符号 pab 来表示；如果 a 跟另外一个词 c 不经常一起出现，

那么 a 跟 c 的关系就是疏远的，可以用一个符号 pac来表示。对于 abc 三个词，a 距离 b 近

而距离 c 远，那么 pab/pac 的值就比较大。 

多数介绍 GloVe 的文章会忽略一个问题，为什么不直接使用 pab,pac 来两两地量化向量

关系，而用一个两者相除的式子 pab/pac 来量化 3 个词的关系呢？这其实是有一些先验的。

如果要训练词向量，那么必然有一些量化的方法，如果只使用两个词的关系进行量化，那

么 ab 和 ac 的两个关系都比较密切，但实际上肯定还有一个谁更密切的问题，如果只使用

两对数据各自量化，那么不一定能体现出谁更密切，这样词向量表达词义的能力就会下降。
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使用 3 个词两两比较更能体现出它们之间的关系，让词向量学习到更多的信息。当然，如

果想量化 4 个词甚至 5 个词之间的关系，理论上是可以的，但是量化公式设计非常困难，

而且 4 个词使用三词关系基本上也能包含这 4 个词之间的两两关系，也就是说，当大于 3

个词时，再多一个词新增的信息远比两个词到三个词的新增信息多。 

如何定义两个词的亲疏关系呢？这里使用的是共现率，就是定义一个窗口，如 5 个

词，在同一窗口中出现的词两两之间就算共现一次，在一个给定的语料库下统计所有共

现次数。 

定义 xij 表示词汇 j 出现在词汇 i 周围的次数总和。 

|i k ikX x  表示所有出现在词汇 i 前后的词的总和。 

亲密度就可以计算出来了， ( | )
ij

ij

i

x
p p j i

x
  表示词汇 j 出现在词汇 i 上下文的概率，

也就是它们的亲疏关系。 

因为我们最终要训练词向量，wi、wj 和 wk 分别为 i、j、k 这 3 个词的词向量。 

前面的各种共现概率值都是统计出来的，都有结果。现在我们要通过词向量的计算得

到跟统计值一样的结果，那么就需要找到一个词向量的计算方式，最终得到亲疏比例值

ik

jk

p

p
。这个计算方式就是一个 f 函数。 

( , , ) ik

i j k

jk

p
f

p
w w w  

因为要让式子两边相等，所以目标函数就是最小化平方差： 

2

, ,

( , , )
N

ik
i j k

i j k jk

p
J f

p
  w w w

 

现在要寻找一个合适的 f 函数，因为等式右边是一个值除以另一个值，但向量没有除

法，所以可以用差来代替： 

( , ) ik
i j k

jk

p
f

p
 w w w

 

因为等式右边是一个比例值也就是 scalar，而非向量，所以向量最终要进行点乘。 
T T T(( ) ) ( ) ik

i j k i k j k

jk

p
f f

p
   w w w w w w w

 

指数函数可以把差变为除： 
T

T T

T

exp( )
exp( )

exp( )

i k ik
i k j k

j k jk

p

p
  

w w
w w w w

w w
 

这样分子和分母正好对应起来，可以分别让分子等于分子、分母等于分母： 
T Texp( ) ; exp( )
i k ik j k jk

p p w w w w
 

可能会有读者觉得奇怪，前面本来就可以直接量化两个词关系，直接让 g(wi,wk)=pik 就

可以了，为什么要量化 3 个词的关系而最后得出的还是两个词的关系呢？ 

其实这个逻辑是不同的，前面我们已经分析了，之所以要量化 3 个词，是因为 3 个词

之间互相关联导致的信息量比 2 个词要大，而现在基于 3 个词的关系简化出来的两两之间

的关系公式比直接量化两个词要有意义。 

如果要量化两个词的关系，那么直接进行点乘 T

i k ikpw w 就行了，为什么要加一个指
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数函数呢？ 

继续推导： 
Texp( )i k ikpw w

 
T log( )i k ikpw w

 
但这里有个问题， T T

i k k iw w w w 而 log( ) log( )ik kip p ，后式为什么不同呢？可以把定义

的计算公式展开看，它们的分子是相同的而分母是不同的。这说明找到的映射函数 f 还有

不足，来修正一下两个分母的不同。 
Texp( ) /i k ik ik ip x X w w

 
T log( ) log( )i k ik ix X w w

 
T log( ) log( )i k ik i i kx X b b   w w

 

bi 是与词 i 相关的一个偏置项，log(Xi)也是与 i 相关的一个数值，所以将二者合并。简

单理解就是两个分母不同，使用两个分母的平均值就相同了。 

代回损失函数中： 

T 2

,

log( )
N

i k ik i k

i k

J x b b   w w  

此外，这样的损失函数可能会被频率很高的词带偏，因此要针对高频词做一些调整，

即再乘上一个权重函数 g(xik)。 

g(xik)函数需要满足以下条件： 

 g(0)=0，即当词汇共现次数为 0 时，对应的权重应该为 0。 

 g(x)必须是一个非减函数，这样才能保证当词汇共现的次数越大时，其权重不会出

现下降的情况。 

 对于那些出现太频繁的词，g(x)可以不成正比地给它们增加权重，这样才不会出现

过度加权。 

综合以上 3 个特性，研究者提出了下面的权重函数：  

max max( / ) ,
( )

1

x x x x
g x


 


当

, 其他

＜
 

xmax就是预先设定的阈值，如果频率超过这个值就直接置为 1，不再增加。 

最后的损失函数为： 

T 2

,

( ) log( )
N

ik i k ik i k

i k

J g x x b b    w w  

这样最终可以跟 Word2vec 一样每个词训练出一个向量，可以作为预训练词向量用于

其他的 NLR 任务中。 

6.3.2  Match-LSTM 模型 

本节介绍 MRC 中非常经典的 Match-LSTM 模型，说其经典不是因为这个模型的指标

效果有多好，而是因为它最先提出了一些先验模块和 MRC 的整体架构，其思路依然延续

至今。 

阅读理解模型类似机器翻译，有一个通用的结构，如图 6.4 所示。 
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图 6.4  阅读理解模型的常见结构 

Match-LSTM 结构类似 NMT 的编码器-解码器结构，不过多了几个模块，而且也不是

像编码器-解码器这样编码器和解码器模块各有一个，而是有两个编码器模块，分别用于编

码原文和问题。此外，Match-LSTM 多了一个交互模块，这个模块实际上是各种注意力的

变种，这里的交互一般是基于原文经过编码器层编码后，与问题经过编码器编码后的交互

信息，最后还有一个答案层，就是基于上一层的交互信息输出答案，也可以理解为答案层

就是解码器层，如图 6.5 所示。 

 

图 6.5  Match-LSTM 的网络结构 

阅读理解模型的输出层有两种模式，一种是序列模式，如图 6.5（a）所示，另一种是

边界模式，如图 6.5（b）所示。 

序列模式输出答案的时候跟 NMT 模型类似，就是一个词一个词地输出，最终生成一
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句完整的答案，这个输出类似于 NMT 可以直接是目标词，也可以是一个位置序列，其中，

每个位置对应的就是原文中的一个词。 

边界模式输出答案时给出的是一个边界、起始位和结束位，对应的是原文中的某段文

字。这样的假设是答案完全出现在原文中，但事实并非全部如此。如果是 SQuAD 1.0 则更

适合，但实际问题经常不是这样的，对于答案不在原文中的情况，边界模式就无能为力了。 

因此，Match-LSTM 给出了两种输出层的模型结构，分别如图 6.5（a）和图 6.5（b）

所示。下面开始介绍模型细节。 

首先，无论是 SQuAD 类型的阅读理解，一篇文章配多个问题，还是 DuReader 类型的

一个问题配多篇文章，模型每次只能处理一篇文章配一个问题，也就是输入只有一个

Passage 和 Query。 

现在假定模式输入一篇文章 d PP  和一个问题 d QQ  。d 就是词向量的维度，这

表明 P 和 Q 经过词嵌入的转换，已经是一个词向量串了。d 后面的 P 和 Q 明显应该代表一

个数字，二者分别代表文章 P 和问题 Q 的长度。 

第一层被称为预处理层，也就是 MRC 通用框架里的编码器层，这里就是一个单向的

LSTM。 

LSTM( ), LSTM( )p qH P H Q 
 

,p l P q l QH H  
 

这里的 l 是隐藏状态的长度。 

第二层是 Match-LSTM 层，这一层的功能比较简单，就是基于文章的每一个词跟问题

的所有词计算一个注意力权重，然后用这个权重乘以问题信息得到一个文章中对应这个词

的问题的上下文信息。 

1tanh( ( ) )q q p p r r p

i i i QG W H W h W h b e    
 

l Q

iG 
 

Qe 是复制 Q 列的意思，可以观察一下，tanh 内部的两项和，前面的结果是一个矩阵，

而后面的结果是一个向量，所以两边必须统一才能相加。这其实是在计算注意力，我们常

见的注意力的计算方式主要是点乘，但前面讲注意力时介绍了常见的注意力计算方式有两

种，一种就是乘法式，点乘 si-1hj 或带上一个权重相乘 si-1Whj；另一种就是加法式，只是在

前面写公式时使用的是两边向量拼接再乘权重 vtanh(Wsi-1; hj)，但拼接之后再与权重点乘的

结果还是加法。另外，前面是两两词向量之间的注意力权重计算，而这里是一个词向量与

一个矩阵间的注意力计算。原理其实一样，只是公式描述的角度不同，把矩阵拆开就是 Q

个向量与向量计算。 
Tsoft max( ); Q

i i Q iG b e R    w
 

注意这里 α的维度是 l 维的。 

, , ; , ;q l l p l l r l l p l lW W W b b       w  

1

r l

ih   是当前 Match-LSTM 层的上一时间步的输出，就是文章上一个词与所有问题

词生成的上下文信息。 
p

ih 是文章当前需要处理的词。H
q 是问题经过编码器层的全部输出。 

2;p q l

i i iz h H   
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1LSTM( , )r r l

i i ih z h    

Match-LSTM 层是双向的，上面是从左到右方向的进行计算，另一个方向就是把顺序

反过来，跟 Bi-LSTM 的计算类似，这里就省略了。 

1LSTM( , )r r

i i ih z h   

1 1, , ; , ,r r r r r r

p pH h h H h h   

;r r rH H H  

把每一个时间步双向的结果合并，最终得到的 H
r 就是下一层答案层的输入。 

这里的答案层也是解码层，使用了 Pointer Network（指针网络），被命名为 Ans-Ptr，

即答案指针。这里大概解释一下指针网络，就是在输出时并不预测每个位置对应的词表里

的词的概率，其每个位置的输出就是预测的输入句子的位置概率。通俗讲就是指针网络的

输出直接引用了输入的某些词。 

例如，输入一个句子“她是个漂亮的女孩。”，正常的输出可能会基于输入的隐藏表达

而基于整个词表预测输出哪个词。而指针网络输出的则只是一个序号，对应的就是输入句

的位置，假设输出的是“7,8”，那么对应的就是“女孩”两个字。 

我们继续看答案层的逻辑，先看序列式： 

1 ( 1)tanh( ( ) )r a a a

k k pF VH W h b e    
 

T

( 1)soft max( )k k pF c e    v
 

注意，因为序列式生成的长度是不定的，必须有一个标记作为结束符，所以输入并不

是原句，而是在原句之后加入了一个结束标识，当指针网络预测到这个位置时就表明结束

了。所以预测的序列范围不是 P 而是 P+1。这其实跟正常的序列生成的逻辑一样，如文本

摘要，如果是单句生成，那么遇到标点符号就结束了，如果是多句，那么就要有一个明确

的结束符。 
1 21 1 1 1, , ,aV W v c     都是可训练的参数。 

1

a

kh 
是答案层上一时刻的隐藏状态输出，计算过程如下： 

1LSTM( , )a r a

k k kh H h    

这个过程转为数学概率表达： 

1 1( | ) ( | , , )m r r

k k

k

p a H p a a a H  

ma 表示一串 a，ak是 1～(P+1)中的一个数字，是通过前面 k-1 个生成的序列标号预测

的下一个标号。 

p(ak|a1, , ak-1, H
r
)=βk, j 

概率就是上式得出的 βk,j，βk 是一个 P+1 维的向量，取其中概率最大的那个值的标号

作为最终输出。 

j=argmaxj βk, j 

损失函数： 

1

log ( | , )
N

m

n n n

n

J p a p Q


   

这里 n 代表的是一个文章和问题对，N 代表训练样本的文章和问题对的总数。a
m 代表

一个序列标号，而不是一个位置标号。 
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以上就是序列式的答案生成过程，再看边界式。其实边界式与序列式过程基本一样，

唯一的区别是边界式只做两次预测输出就行了，所以不需要添加结尾的结束标识。 
r r r( | ) ( | ) ( | , )m

s e sp a H p a H p a a H  

如上面的公式所示，如果多输出几个，公式跟序列式是完全一样的。 

下面再来看看 Match-LSTM 的实验结果，如图 6.6 所示。 

 

图 6.6  Match-LSTM 的实验结果 

Match-LSTM 是 MRC 里使用深度学习标准框架比较早期的模型，因此 baseline 还使用

了 LR。Sequence 是序列式答案层，Boundary 是边界式答案层，Search 限定了边界式输出

的两个位置之间的距离不能超过 15 个词，因为多数答案的长度都不超过 15 个词，如果超

过的时候基本都是错的。b 表示编码器层使用双向 LSTM。en 是集成学习，就是训练了 5

个边界模型，然后取边界不超过 15 的概率最大的那个模型的输出。 

可以看到，边界模式的结果明显优于序列模式。在限定 15 个词为最长答案之后，指

标又提升了一些。此外，尝试了把内部隐藏状态向量的维度由 150 增加到 300，结果显示

指标提升了一点。然后在编码器层中使用双向 LSTM 代替单向 LSTM，指标又提升了一点，

接着在答案层使用双向 LSTM，指标又提升了一点，最后使用了 5 个模型的集成学习，得

到最好的指标效果。 

虽然 Match-LSTM 提出的比较早，但是从中可以看到很多现在依然在使用的设计及先

验经验。 

6.3.3  DCN 模型 

DCN 的全称为 Dynamic Coattention Networks。DCN 模型最早在 ICLR2017 上提出，介

于两个经典模型 Match-LSTM 和 Bi-DAF 之间。Match-LSTM 已讲过，后面会讲 Bi-DAF。 

前面在介绍 Match-LSTM 时说过，边界模式输出比序列模式的效果好，原因是，序列

模式是一个词一个词地生成，容易导致答案的流畅度不足，而标准答案往往都是段落中的

某一句话或几句话。 

但边界模式也有弊端，就是如果起始位置选择的是错误的，那么后面无论怎么努力，

结束位置也不可能正确。 

关于这一点，其实理论上可以使用 Beam Search 算法来提高最终效果，基于起始位置

和结束位置的综合概率最高，而不是基于贪婪算法直接选择概率最高的起始位置，但实验

没有针对这个问题进行检测，因此效果未知。集成学习显示的最终指标的提升较大，本质
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上也有此方面的贡献。 

而 DCN 使用了另一种思路，就是进行多次迭代，而不是一次就结束。 

另一个问题就是 Match-LSTM 在计算文章与问题的注意力时，只基于文章的词向量计

算注意力，也就是只有单向注意力，信息量可能不够，DCN 就提出了双向注意力的计算。 

其实也是从这个模型开始，之后的 MRC 模型基本上都采用了双向注意力的设计。 

DCN 的结构如图 6.7 所示，这个结构似乎跟前面介绍的 MRC 标准框架不一样。其实

基本上还是一样的，只是视角的问题，DCN 的双向交互注意力层其实包含标准 MRC 框架

里的两个编码器层和交互层，如图 6.8 所示，动态解码层就是答案层。 

 

图 6.7  DCN 的结构 

 

图 6.8  DCN 交互层的结构 

首先依然是词嵌入操作，文章
1 , ,p p d m

mx x  ，d 是词向量的维度，m 是文章的长度。

问题
1 , ,Q Q d n

nx x R  ，n 是问题的长度。 

标准框架里的编码器操作这里使用的是单向 LSTM： 

1LSTM( , )P

t t td d x  

这样得到一个文章输出 1, , l m

mD d d   ，l 是隐藏状态的维度。 

也得到一个问题输出 Q'=q1, , qn。 

针对问题做了一个非线性变换， 

tanh( )Q Q l nQ W Q b     
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这一步操作是要让文章的编码空间和问题的编码空间相匹配。 

下面文章和问题就开始进行交互了。 

先是计算相互注意力，Match-LSTM 里使用的是加法注意力，这里就改用了乘法，而

且是最简单的点乘。 
T m nL Q  D  

这个过程跟 Transformer 的自注意力计算很类似，先用点乘得到一个注意力矩阵，然后

求 softmax，最后与 value 相乘得到上下文矩阵。因为自注意力是自己与自己相乘，所以计

算 softmax 的方向从哪一方开始都一样。而这里不同的方向则代表不同的注意力。 

问题到文档的注意力是基于查询方向归一化： 

A
Q
=softmax(L) 

文档对问题的注意力是基于 doc 方向归一化： 

A
D
=softmax(L

T
) 

问题的上下文信息： 
Q Q l nC DA    

文章的上下文信息把问题上下文也带上了： 
2;D Q D l mC Q C A    

然后计算交互层的输出： 
2

1 1BiLSTM( , , ; )D l

t t t t tu u u d c    

这里的双向 LSTM 只是简写，其实还是两个单向的 LSTM，分别用到了上一时间步和

下一时间步的状态，不要因为同时输入上一时刻和下一时刻的状态而感到困惑。 

下面讲解动态解码层，因为用到了高速公路最大输出网络（Highway Maxout Network），

高速公路最大输出网络跟后面要介绍的高速公路网络（Highway Network）虽然名字很像，

逻辑也类似，但二者还是有区别的。高速公路最大输出网络结构和动态解码层的结构如

图 6.9 和图 6.10 所示。 

 

图 6.9  高速公路最大输出网络结构 
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图 6.10  动态解码层的结构 

其公式如下： 

1 1
tanh( ; ; )

i i

D l

i s er W h u
 

 u  

5D d dW  ，si-1 是取值范围为文章长度的标号，就是答案起始位置的序号，ei-1 是结

束位置的标号。
1is 

u 是上一层输出的结果 u 中对应于答案开始位置的向量。
1ie 

u 就是结束位

置对应的向量。那么 i 就是解码层的迭代次数，对应的 hi 就是当前解码步对应的状态向量，

如图 6.10 所示。 
1 1 1maxout( ; ) l

t tm W u r b  
 

1 3k l lW    

ut 还是上一层的输出，下标 t 其实表示上一层的全部输出都要进行这个计算，所以 t

的范围就是文章的长度，类似注意力权重的计算。所谓的 maxout 就是一个 max 操作，类

似 CNN 的最大池化层。这里的 k 是哪来的呢？其是个超参数，类似于 Transformer 的多头

注意力，把权重复制 k 份，取值最大的那个输出。 
2 2 1 2maxout( ) l

t tm W m b  
 

2 k l lW    
3 1 2 3maxout( ; )t t tW m m b   

 
3 2k lW   

1arg max( , , )i ms  
 

si 就是当前迭代步输出的答案的起始位置。m 是文章的长度，即前面的每个 ut 对应都

会得到一个 αt。 

结束位置就是把上面公式中 si-1 的位置替换成 si 即可，同样输出 m 个。 

1arg max( , , )i me  
 

上面迭代 hi 的是一个单向 LSTM： 

1 1decLSTM ( , ; )
i ii i s eh h u u
 

  

h1只能进行随机初始化。至于 si,ei的选择，可以随机给一个，也可以使用不包含
1isu


;
1ie 

u

信息的方式计算出一个 si,ei。 
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迭代什么时候停止呢？可以等到结果稳定后再停止，即前一步输出的 si-1,ei-1 和当前一

步输出的 si,ei 的值相同。也可以通过固定步数进行终止，一般是两者结合使用。 

下面看一下实验结果，如图 6.11 和图 6.12 所示。 

 

图 6.11  实验结果 

 

图 6.12  消融实验结果 

这里重点与 Match-LSTM 做一下对比即可，可以看到，提升还是挺多的。其中，交互

层的双向注意力计算、多次迭代以及 Highway Maxout Network 都起到了一定的作用，最后

一行还把双向交互层替换成了 Match-LSTM 的单向交互，但 HMN 和多次迭代没有去掉，

所以还是比 Match-LSTM 的得分高，如图 6.13 所示。 

 

图 6.13  答案计算演示 
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根据 Question 2 显示，第一次给出的位置 66-66 完全错误，但并不影响后续对正确答

案的搜索，所以随机选择首次答案的位置是可行的。 

6.3.4  Highway Network 模型 

因为 Bi-DAF 设计用到了 Highway Network（高速公路网络），所以下面先介绍一下

Highway Network。 

Highway Network 与残差网络 ResNet 逻辑类似，提出时间也接近，最初都是为了解决

CV 领域里深度网络的训练问题，虽然我们是讲 NLP，但是 CV 领域的很多经验也可以应

用到 NLP 里，例如前面讲过的注意力机制最初也是应用于图像领域，还有 CNN 和胶囊网

络等。 

自从 2012 年 AlexNet 有了历史性突破以来，直到 GoogLeNet 出现之前，主流的网络

结构突破大致是网络更深（层数）和网络更宽（神经元数）。所以大家调侃深度学习为“深

度调参”，但是网络增大之后带来的问题也很多，例如： 

 参数太多，如果训练样本不够多，则容易过拟合。 

 网络越大，计算复杂度越大，难以应用部署。 

 网络越深，梯度越往后穿越容易消失（梯度消失），难以优化模型。 

关于梯度消失，我们在前面讲 LSTM 时讲过，在 RNN 领域的梯度消失主要是因为循

环相乘，对于任何一个系数，当其小于 1 时，在反复相乘之后就会变得非常小，当其大于

1 时，反复相乘之后就会变得很大，就是梯度爆炸。在非 RNN 模型中，如果网络层数足够

多，也会触发类似问题，如图 6.14 所示。 

 

图 6.14  sigmoid 函数 

此外，如果使用 sigmoid 作为激活函数，那么处于两边的梯度就会变得非常小，反向

传播的过程将难以学到太多的信息。当网络层数加深后，类似于小于 1 的值反复相乘的逻

辑同样会更加突出这个问题。那么如何解决呢？ 

 对于 sigmoid，可以使用 ReLU 之类的函数来代替。 

 可以使用 BatchNormalization 之类的归一化操作。 

 尽量选择一个恰到好处的初始化参数，不过难度较大。 

 调整网络结构。 
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我们主要关注第 4 种方法，即调整网络结构，Highway Network 就是方法之一，另一

个方法就是 ResNet。 

Highway Network 的思想比较简单，或许是受到 LSTM 的启发，它也加入了门控控制

来减轻梯度消失带来的问题。 

对于一个正常的前向传播网络，一层连续的公式为： 

( )y H Wx b   

对于 Highway Network 一层，增加了两个门控： 

( ) ( ) ( )h h t t c cy H W x b T W x b x C W x b      

表达的意思就是要么让 x 跳过这一层的处理直接流到下一层，要么就保留这一层的处理而

忽略这一层的输入 x。当然多数情况下门控值并非 0 和 1，更多的是中间状态。两个门控是

LSTM 风格的，也可以只用一个门控来控制两个值，类似于 GRU 风格： 

( )t tg T W x b   

( ) (1 )h hy H W x b g x g     

消除梯度消失的原理跟LSTM基本相同，相当于每次都增加了一个直接连接到下一层，

这样如果深度过深产生过拟合，那么模型会慢慢学习到并自动跳过这些多余的网络层从而

避免过拟合，并且会加速训练。 

Highway Network 的效果如图 6.15 所示，在网络层数加深之后，正常的网络损失越来

越难以下降，而 Highway Network 则可以继续获得较好的效果，但在层数较少的时候反而

会有反效果。 

 

图 6.15  Highway Network 与正常的深度网络训练对比 

关于残差网络，前面讲 Transformer 时也介绍过，Transformer 的每个自注意力 block

的最后都是使用的残差连接，如图 6.16 所示。 

 

图 6.16  残差网络 
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虽然残差的概念与 Highway Network 的区别较大，但二者实际上都是控制跳跃思路的

一种体现，就是要么让原输入 x 直接流下去，要么让本层处理对 x 进行一些补充和修正。 

6.3.5  Bi-DAF 模型 

Bi-DAF 模型借鉴了 Match-LSTM 的一些思想，其全称是 Bi-Directional Attention Flow，

中文意思是双向注意流。这种双向注意力机制其实前面 DCN 已经实现过了，Bi-DAF 并不

算原创，其结构如图 6.17 所示。 

 

图 6.17  Bi-DAF 结构 

Bi-DAF 结构一共分为 6 层，不过这 6 层依然没有脱离通用框架的 4 层结构。 

第一层是字符向量嵌入层，属于通用框架中的嵌入层。每个字符映射为一个字符向

量，然后每个词通过 CNN 提炼出一个输出的词向量。字符向量在很多 NLP 任务中都可

以加入，甚至可以只使用字符向量代替词向量，主要好处就是没有 OOV 问题，不容易

出现过黏合。 

假设{d1, , dT}为当前 MRC 任务的文章输入，{q1, , qJ}为问题输入。 

每个词基于字符向量都能转化为一个矩阵，然后经过 CNN+Max-Pooling，最终得到一

个基于字符表征的词向量 char

td ，文章的全部字符词向量合并为 char c TD ，c 是字符词向

量的维度，问题则为 char c JQ  。 

第二层是词向量嵌入层，它也属于通用框架的嵌入层。这里词向量直接使用的是预训

练好的 GloVe 词向量。文章和问题向量分别为 GloVe d TD , GloVe d JQ 。 

每个词有两种向量，如何进行合并呢？ 

最简单的方法是直接拼接合并，不过这里使用的是高速公路网络，当然这里的高速公

路的跳跃连接并非核心，核心只是一个线性变换。 
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wrd char GloVe( ; ) d THW  D D D
 

wrd char GloVe( ; ) d JHW  Q Q Q  

第三层是上下文嵌入层，其实就是编码器层，是一个双向 LSTM。 
wrd 2BiLSTM( ) d TH  D  

wrd 2BiLSTM( ) d JU  Q  

这里的隐藏状态向量维度也是 d，其算是超参数，也可以不设置为 d。 

第四层是交互层，这里命名为注意力流层，操作比 DCN 稍微复杂一些。 

同样是文章与问题之间两两词计算相关矩阵，不过计算方式既不是 Match- LSTM 的加

法式注意力，也不是 DCN 的乘法式注意力，而是将两者结合在一起。 
T ; ;tj s t j t js h u h u w  

6d

sw  ，ht 就是文章经过编码层后的第 t 个输出，uj 就是问题经过编码层后的第 j 个

输出。“ ”就是按位相乘操作，不是点乘，没有最后的相加操作，最后输出的是 2d 向量。

“;”就是向量拼接操作。前面两个向量拼接与权重相乘就是加法式注意力计算，虽然后面

是按位相乘，但是与前面的权重相乘后还要相加，属于乘法式注意力计算，相当于两种方

法进行了加权求和。 

这样得到一个相关性矩阵： T JS 。 

然后计算文章到问题的注意力，context-to-查询 attention（C2Q），Match-LSTM 的交互

层只有这一方向，没有另外的方向。 

: :softmax( ) J

t ta  S  

上面就是文章第 t 个词相对问题的注意力权重向量，每个词都有，从而组成一个矩阵
T Ju 。 

2

: :

d

t t tj j

j

u U a U     

这里的公式表述形式与前面稍有不同，就是用一个注意力权重与对应的词向量相乘，

最后对所有乘以权重的问题词向量求和得到包含全部问题词信息的上下文向量
:t
U ，每个词

都计算一次，最终 2d TU  。 

再反过来计算问题到文章的注意力，query-to-context attention（Q2C）。 

colsoftmax(max ( )) Tb S   

maxcol(S)就是取 S 里值最大的那一列，也就是问题到文章的注意力并没有使用全部的

注意力权重，而是只使用了最大的那个。 
2

:

d

t t

t

h b H    

因为 b 是基于列方向上最大相关得分得到的权重，所以对于不同的问题词的结果是相

同的，从而 h'每次也都是相同的。 

然后就是这一层的输出： 

: MLP( ; ; ; ) (8 )t t t t t tG h u h u h h d T      

ht 是没经过交互层处理的上一编码层的文章的第 t 个词的输出。 t
u 就是前面 C2Q 层的

第 t 个输出。MLP 就是一个简单的全连接线性变换层。当然，这里不进行变换直接拼接输

出也是可以的。 
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第五层是模型层，第六层是输出层，它们都属于答案层。 
2

1

2

2 1

1 T

1 1

T

2 2

BiLSTM( )

BiLSTM( )

softmax( ; )

2 softmax( ; )

d T

d T

T

M G

M M

p M

p G M





 

 

 



w G

w

 

p
1
, p

2 就是对应于起始位置和结束位置的概率。选择最大的那个值就是最终的结果。 

损失函数： 

1 2

1 21
( ) (log log )

i i

N

y y
i

L p p
N

     

y
1
,y

2 是真实样本的开始和结束位置，py 中的下标 y 指向量的第 y 个元素。 

以上就是 Bi-DAF 模型的分析，下面再来看看实验结果，如图 6.18 所示。 

 

图 6.18  Bi-DAF 的实验结果 

实验数据集是 SQuAD 1.0。可以看出，效果超过了 Match-LSTM 和 DCN。 

再来看一下消融实验，如图 6.19 所示。最后的集成模型虽然有进一步提升，但是代

价比较大。不只是当前这个模型，所有的模型如果进行集成，代价都是巨大的，首先，

推断的计算量提升了 N 倍，其次，训练时间也会同步增加，因此一般在工程实现中不太

常见。 

 

图 6.19  消融实验结果 

可以看到，相对其他模块来说，去掉字符向量的影响是最小的，推测字符向量的贡献

主要是进行一些 OOV 问题的缓解，以及对于词表里词频较小的词起一些作用，其他贡献

较少。但相对的，如果去掉词向量，只保留字符向量，那么指标下降得会非常厉害。C2Q
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注意力比 Q2C 注意力的贡献大。C2Q 和 Q2C 的两次注意力计算都是与主观先验相符的贡

献，不过 C2Q 的贡献更大，推测场景是带着问题去原文中找答案，而不是带着原文去问题

中找答案，所以 C2Q 的作用更大；Q2C 与 C2Q 贡献相差过大的原因可能是在 Q2C 的注意

力计算中只使用了最大相关度，而不是基于每个词进行权重计算。 

6.3.6  Ruminating Reader 模型 

Ruminating Reader模型基于Bi-DAF做了一些扩展，整体结构并未改变，只是在Bi-DAF

基础上增加了一个融合计算层，如图 6.20 和图 6.21 所示。 

Bi-DAF的顶层结构其实还是属于标准的MRC 结构，这里把最后一层答案根据Bi-DAF

的命名分为了模型层和输出层。Ruminating Reader 则是又多了一个交互模块，里面包含三

层，分别为注意力流层、特征提取层和交互层，注意流层的操作跟前面是一样的。 

 

图 6.20  Bi-DAF 的顶层结构 

 

图 6.21  Ruminating Reader 的顶层结构 

Ruminating Reader 模型的思路简单来说就是加深模型的深度来获得对内容更抽象的理

解，以提升指标，这跟 Transformer 自注意力模型进行 6 次循环的逻辑是类似的，其细节结

构如图 6.22 所示。 
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图 6.22  Ruminating Reader 的细节结构 

因为 Ruminating Reader 是基于 Bi-DAF 扩展的，所以这两个模型前三层完全是一样的： 

文章：{d1, , dT}。 

问题：{q1, , qJ}。 



第 6 章  机器阅读理解 

 ·203· 

字符向量嵌入后经过 CNN+Max-Pooling 得到： 

文章： char c TD ，c 是字符词向量的维度，T 表示文章的词数。 

问题： char c JQ 。 

文章和问题的词向量嵌入分别为： GloVe d TD , GloVe d JQ 。 

通过 Highway Network 合并： 
wrd char( ; )GloVe d THW  D D D  

wrd char( ; )GloVe d JHW  Q Q Q  

双向 LSTM 编码层： 
wrd 2BiLSTM( ) d T H D

 
wrd 2BiLSTM( ) d J U Q

 

然后是交互层，交互层的操作与 Bi-DAF 完全一样： 
T 6; ; , d

tj S t j t j Ss h u h u w  w  

得到一个相关性矩阵 S： 
T JS 。 

context-to-query attention(C2Q) 

: :softmax( ) J

t ta S   

得到注意力权重矩阵： 
T Ja 。 

合并为上下文向量： 
2

: :

d

t t tj j

j

a U   u U

 
2d TU 。 

query-to-context attention（Q2C）： 

colsoftmax(max ( )) Tb  S  

2

:

d

t t

t

h b H  
 

最后输出： 

: MLP( ; ; ; ) (8 )t t t t t t tg G h u h u h h d T     
 

下面就是 Ruminating Reader 新增的处理，先是一个总结层： 

: 1LSTM( , )T T Ts G s 
 

1 :1 2LSTM( , )s G s
 

就是一个双向 LSTM，输入 G，然后把两个方向的 LSTM 的最后一个状态拼接起来： 
2

1; d

T s s s
 

这个结果为 s，会在下面一层两个 Ruminate 处理中反复使用。先看 Query Ruminate： 
1 2tanh( )q

i qz qz i qzz W s W u b    

ui=U:i 就是第二层编成层问题的输出，对应于文章就是 H。 
1 2 2 2 2, ;d d d

qz qz qzW W R b   

1 2( )q

i qf qf i qff W s W u b    
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2

: (1 ) ;q q q d J

i i i i iQ f u f z Q       

这里基本是一个 LSTM 操作，就是加一个门控协调最早期的信息和经过反复交互的信

息，也有残差网络和高速公路网络的意思。 

再进行 Context Ruminate 处理，为了增加位置信息，对 s 先进行一遍双向 LSTM 处理。 

先把 s 重复 T 次，因为上面 Query Ruminate 每次计算 z 和 f 时 s 都是同一个值，相当

于把 s 重复了 J 次。这里重复 T 次得到一个矩阵： 
2d TS  

2BiLSTM( ) d T S = S  

这里因为 2

:

d

t S ，所以双向 LSTM 的隐藏状态维度是 d。 

1 2tanh( )d

i dz i dz i dzz W s W h b  
 

i
s 就是刚才经过 Bi-LSTM 处理的 S'的第 i 个向量。hi 就是前面编码层文章的第 i 个

向量。 
1 2( )d

i df i df i dff W s W h b     

2 2

: (1 ) ;d d d d d T

i i i i iD f h f z D        

得到 Q'和 C'后再进行一次 Attention Flow 操作，最终得到 G'，这部分完全与上一个

Attention Flow 操作相同，所以公式就不列出来了。 

最后的模型层和输出层为： 
2

2

1

2

10

1 2

BiLSTM( )

BiLSTM( )

softmax( ; )

softmax( ; )

,

d T

s

d T

e s

T

s s

T

e e

d

M G

M M

p G M

p G M

w w





 

 







w

w

 

下面再来看一下实验结果，如图 6.23 所示。 

可以看到，Ruminate Reader 比 Bi-DAF 的指标进一步提升了，不过这个观点提出时已

经晚了，已经出现了一些更优的模型，其中 DCN+也是针对 DCN 进行的一些优化。 

 

图 6.23  实验结果 
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6.3.7  FastQA 模型 

FastQA 模型的提出是比较有意思的，其作者认为现在的模型越来越复杂，为了很小的

提升就增加大量的计算量（典型就是 Ruminate Reader），最终结果无法真正应用到商业项

目中，所以其从另一个方向出发，设计了一个计算量消耗不大的模型，指标也可以接近

SOTA 水准。 

当然对于计算量太大而无法商用的问题，笔者倒是有另一种理解。首先模型越复杂计

算量越大，工程上线就越困难，这是必然的，但还要看模型的复杂度和影响力。例如，

Transformer 和 BERT 的就影响非常大，虽然模型也非常复杂和笨重，但是使用的和研究的

人多了，就会合力针对性地做出专门的优化，如各种专用、非专用的模型压缩方法。其次

就是看模型复杂的形式，如果像 BERT 这样只是通过增加同一模型的层数，那么针对某些

通用操作做相对底层的优化就可以实现性能的提升。 

当然即使影响大、复杂度高的 BERT，在工业界实时场景的应用率依然不高，所以能

用更简单的模型去解决问题才是工程实践的目标。 

下面我们来看 FastQA 模型是如何设计的。 

首先这里设计了一个词袋模型 BoW，其是完全基于特征工程的模型，作为 baseline。 

问题： 1 , ,q q

Qx x  

文章：
1 , ,d d

Dx x  

然后进行词向量嵌入和字符向量嵌入： 
d d

wx x E
 

E 就是 Embedding 矩阵。 

( )d d

cx C x
 

C 是用卷积核宽度为 5 的 CNN 把字符向量提取为词向量的操作。 

;

;

d d d

w c

q q d

w c

d x x

q x x

   

   

 

这一步与前面介绍的模型附带字符向量和词向量的区别就是没有用高速公路网络或

其他门控方法进行合并，而且直接做了拼接。 

拼接的优点就是简单，信息量保存完整，但其带来的问题是导致词向量维度翻倍，后

面的计算量会增加。 

使用门控方法合并的好处是尽量保留了有价值的信息，没有价值的抛弃，从而在后续

的操作中减少了计算量，代价就是合并本身也需要一些计算量。 

Type Matching 类型匹配层： 

首先把问题映射为一个向量，其中包含 3 个部分，就是 3 个向量的拼接。核心部分就

是问题类型，如“who”“when”“why”“how”“how many”等，对于“what”“which”这

样的问题附带上之后的第一个名词，例如“what year did…”，就把“year”带上，这称为

LAT。这个特征的先验是基于这样的观察，基本上所有的答案都与问题有较强的相关性。 

然后是问题的首词和尾词。 
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1 avg; ;u 
Q

q q q  

q1 就是问题的首词词向量，qQ 就是尾词，qavg 就是前面取出来的“who…when…what 

year”等词的词向量平均，当然，如果只有一个词，则平均的结果就是它自己。这里笔者

认为可以把全部问题的词向量平均也附带上，以减少信息损失。 

然后就是处理文章，因为 FastQA 的限定范围非常小，只适用于 SQuAD 1.0 的问题必

须是原文的一部分，所以这里把原文分为多个块，每个块就是一个答案可能出现的位置。

那么每个块如何选呢？提出者没有给出明确的方法，只是限定了 10 个词的范围上限。其实

推测其意也比较简单，因为答案要么是一个词，要么是一句话，所以每句话就是一个块，

只有一句话大于 10 个词时才做区分，前 10 个词算一个块，后 10 个词算一个块，每个块都

映射为一个向量： 

1 avg; ;i i i

Dh  d d d  

1

i
d 就是第 i 块的第一个词， i

Dd 就是第 i 块的最后一个词， avgd 就是第 i 块所有词的平

均向量。 

有时候答案周围的信息对推测出答案也有贡献。例如，“... president obama ...”和“... 

obama, president of...”分别对应前文和后文对答案的价值，所以又额外增加了每个块前后

各 5 个单词的平均向量： 

pre 1 avg next; ; ; ;i i i i i

Dh  d d d d d
 

然后经过一些简单的变换就可以计算结果的范围： 

u'=tanh(FC(u)) 

h'=tanh(FC(h)) 

gtype(s,e)=softmax(FC(h'; u'; u'∘h')) 

FC 就是一个全连接层：FC(u)=Wu+b，“∘”还是按位相乘不求和操作。gtype 其实就是

每个原文块包含答案的概率，s 和 e 就是文章块对应的开始和结束位置。不过单纯基于这

个概率计算结果不合理，所以就增加了下面的特征。 

 Context Matching 上下文匹配：这里包含两个特征，一是当前词是否在问题中出现

过，二是当前词义与问题词义的相似度。 

 wiq 1 :b d q

j j ii x x    

如果文章的第 j 个词与问题中第 i 个词是同一个词，那么这个特征值就是 1。 

 第二个特征其实是在找当前这个词是否在问题中出现过，只是在很多场景中问题的

用词会发生一些变化，如使用了同义词、换了一个说法之类等，因此，如果进行完

全匹配，则命中率会很低，所以第二个特征就是基于词向量的语义相似度进行判断。 

, wiq wiqsim ( ), d

i j j iv d v q  

这里还是一个乘法相似度。 

:wiq softmax(sim )w

j i j

i


 

上面式子的意思是对于文章第 j 个词与问题中所有的词求相似度，然后对这些相似度

结果进行求和。 

这里面的 softmax 其实就是把相似度基于当前文章块的所有词进行归一化。 

simi:就是问题中第 i 个词与当前文章块中所有词的相似度向量，然后求 softmax，括号
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外面的 j 表示下标取第 j 个值，其实就是经过概率化和归一化之后的相似度值，然后求和。 

因为每个文章块的长度是不统一的，为了统一，只能以一些固定长度的窗口作为特征，

这里使用的是每个文章块两边的 5 个、10 个、20 个词的特征均值。例如，一个文章块包含

12 个特征，其中一个是左边的 5 个词对应的 wiq
b 和 wiq

w的均值，其他是左边的 10 个词、

20 个词和右边的词的特征均值。这样每个文章块就多了 12 个特征，就可以基于这些特征

计算出一个包含答案的概率，这里是作为前面类型匹配信息的补充特征。 

   T 12

ctxt 5 5 20 20, softmax wiq ;wiq ; ; ; ,b w b w

l l r rg s e w wiq wiq w     

g(s,e)=gtype(s,e)+gctxt(s,e) 

上面就是完全基于特征工程生成的一个模型，特别简单，计算量非常小，权重数量也

很少，我们把其他模型介绍完后看一下模型效果。 

下面就是正式的 FastQA 结构，如图 6.24 所示。 

 

图 6.24  FastQA 结构 

如果发现不了任何特别之处就对了，因为 FastQA 结构非常简单，就是一个双向 LSTM

连接答案层就结束了。它设计的初衷是在能达到一个良好的指标情况下模型尽量简单，当

然，前面的 BoW 模型更简单，但因为是词袋模型，所以对于语句语义本身的信息全部都

会有损失，而且答案范围只能依赖原文的切分情况，如果切得不合理与答案对不上，那么

自然是不可能识别出答案的。 

FastQA 也就是为了克服前面 baseline 的几个问题，用 Bi-LSTM 去提取语义信息，而

答案层的使用也避免了对原文的硬性划分而导致找不到答案的情况。 

编码层最前面的嵌入层跟 baseline 是一样的，都是词向量与 CNN 提取的字符词向量。

baseline 的编码层就是一个全连接加 tanh，比较简单。 

而 FastQA 的编码层就是一个高速公路网络。 

, n dd Pd P     

ge=σ(FC(d')) 

d″=tanh(FC(d')) 

ˆ (1 )e ed g d g d   
 

得到 1, , DD d d 。 
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问题经过一个高速公路网络处理后得到 1, , QQ q q ，不过这个现在先不使用这个值，

等到了答案层的计算时才能被用上。 

因为 FastQA 没有明确的交互层，要做交互就需要一些小技巧，在这里就是附带上了

前面已经做过的一个特征，就是 wiq
b
, wiq

w。这两个特征本来就是针对文章内的每个词做

的，因为 baseline 把候选答案块映射到了一个向量上，所以这两个特征只能做求和平均，

这里就不用了。 

  ( 2)

1 1 1
ˆ ˆ;wiq ;wiq , ;wiq ;wiq ,b w b w d D

D D DD d d D       
   

 

对于问题来说没有对应的两个 wiq 特征，这里为了使用同一套编码层，所以维度要保

持统一，问题词向量的 wiq
b
,wiq

w都置为 1。 

1{ ;1;1, , ;1;1}QQ q q   

然后经过双向 LSTM 处理。 
2

2

2

BiLSTM( ),

BiLSTM( ),

tanh( ),

tanh( )

d D

d Q

d d

H D H

U Q U

H BH B

U B U







   

   

 

 

 

这里矩阵 B 是用两个单位矩阵的拼接进行初始化的。 

 ; , d

d d dB I I I   

这样对初始化的理解就是在刚初始化的阶段，H 其实就相当于把双向 LSTM 两个方向

的每个时间步的输出加到一起。B 权重是可训练的，之后可以基于样本特征学习到如何进

行加权求和从而得到信息量最多的结果。这里 B 权重问题和文章是不共享的，但初始化方

式是一样的。 

然后就是答案层。 

softmax( ), d

q qv U v    

i i

i

uz  

ui 就是 U 的第 i 个向量。这类似注意力的计算，不过这里并没有注意力的查询，只有

基于 kv 自己计算了。因为没有查询，所以只需要计算一次，得到一个通用的问题上下文向

量 z。 

sj=ReLU(FC(hj; z; hj∘z)) 

:softmax( ), d

s s sp v s v   

ej=ReLU(FC(hj; hs; z; hj∘z; hj∘hs)) 

这里 hs 就是上一步输出的起始位置对应的向量。 

:softmax( ), d

e e ep v e v   

这里还用上了 Beam-search。 

前面说了 FastQA 没有明显的交互层，只是通过一些特征来近似达到交互的效果。为

了探索交互层到底是不是必须的，是不是可以通过特征工程代替，这里设计的交互层稍微

复杂了一些，分为两个部分，一是文章内部信息的交互，类似于自注意力，二是文章与问

题的交互，这部分就比较常见了。 
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βj,k=vβ(hj∘hk) 

这里就是一个相似度的计算，乘法式，不过跳过了 βj,j 与其自身的计算。 

βj=softmax(βj,.) 

,

co

j j k k

k

h h
 

这算是一个基于 hj 的上下文向量了。 
* FUSE( , ) (1 )co co

j j j j jh h h g h g h    
 

(FC( , ))co

j jg h h 
 

这里的 FUSE 操作类似一个门控单元。 

hj 就是文章经过 Bi-LSTM 编码层之后的第 j 个输出，文章的每个词都会得到一个对应

的 FUSE 结果 *

jh 。 

*

1FUSE( , )bw bw

j j jh h h 
 

这里的 FUSE 用法类似于一个 RNN 单元，从后往前把前面得到的 *

jh 处理了一遍。 

1
ˆ ˆFUSE( , )bw

j j jh h h   

把上一层得到的 bw

jh 又从前往后处理了一遍。 

然后是文章与问题的交互，这个就比较简单了： 

,
ˆ( )i j i jv u h 

 

这里与问题向量做交互的不是原来的文章词向量，而是经过文章内部交互层的输出。 

,.softmax( )i i 
 

,
ˆco

j i j i

i

h u
 

然后基于得到的向量输入原来的答案层就可以计算答案位置了。增加了交互层的模型

被命名为 FastQAExt。 

最后我们来看一下做了这么多逆主流操作之后的结果，如图 6.25 和图 6.26 所示。 

 

图 6.25  FastQA 实验结果 



深入理解自然语言处理：从深度学习到大模型应用 

 ·210· 

 

图 6.26  消融实验结果 

实验结果需要与消融实验结果一起看。可以发现基本接近单纯的 Bi-LSTM 效果，wiq
b

特征特别有效，简单地增加这个特征就让指标提升了很多，wiq
w比 wiq

b 更有效，这是符合

先验的，不过提升的幅度并不高，或许使用的数据集是 SQuAD 1.0，答案可以明确地在文

章中找到，而且语料库多数是自动生成的，导致用词变化不大。 

同时使用 wiq
b
,wiq

w的 Bi-LSTM 就是 FastQA，进一步提升了指标。而且与前面介绍过

的 Match-LSTM 和 DCN 相比其指标也是比较好的，只比 Bi-DAF 和 r-net 低一点儿。 

在 FastQA 上继续增加交互操作，先只增加文章内的交互，结果表明也是可以提升指

标的，这里给出了一个例子： 

Where is Brittanee Drexel from? 

The mother of a 17-year-old Rochester, New York high school student ... says she did not 

give her daughter permission to go on the trip. Brittanee Marie Drexel’s mom says. 

简单理解就是，虽然 LSTM 是长短时记忆单元，但是对于远处的依赖是很难把信息保

留下来的，所以才有了 Transformer 的自注意力机制的流行。这里的逻辑是类似的，单纯用

LSTM 例子里后面的 mom 是很难保留前面的 mother 的信息的，但用自注意力机制则可以

保留这个信息，对找出答案非常有帮助。 

字符向量和 Beam-Search 对进一步提升效果的作用不大。 

其实自深度学习之后，特征工程的价值慢慢被低估了，因为人们普遍认为特征工程的

代价是高昂的，能让模型自动提取特征就让模型自动去提取，而深度学习又擅长自动提取

特征。但这存在两个问题：一是自动做特征提取的计算量是高昂的，即使后面通过各种模

型压缩方法可以把无效计算压缩掉，也不如特征工程压缩得极致；二是在深度学习算法的

互相竞争中，如果完全基于大量的通用模型设计去解决问题，那么完全就是基于算力和数

据量差异的竞争，而算法工程师的核心竞争力又在哪里呢？ 

当然除了特征工程之外也可以去修改模型，但对于深度网络来说，模型的设计其实也

是一种特征、一种先验。最通用的模型就是全连接神经网络，理论上它可以解决所有问题，

但没人用它去解决任何问题，因为它缺少特征（模型）设计。 
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不过反过来说，特征工程显然也是无法代替模型设计的，模型的特征自动提取适用于

那些特别零碎和细节的特征处理，而手动特征工程和模型先验设计适用于大粒度、相对更

突出的先验。 

6.4  大模型时代的机器阅读理解 

机器阅读理解（Machine Reading Comprehension，MRC）是自然语言处理中的一项关

键任务，旨在让计算机能够像人类一样理解和回答文本中的问题。大模型的出现，使 MRC

的能力和准确性得到了显著提升。本节将介绍大模型在机器阅读理解中的应用，并通过具

体示例展示其强大的功能。 

6.4.1  使用 BERT 进行机器阅读理解 

BERT 模型在机器阅读理解任务中表现出色，能够深入理解文本内容并提供准确的答

案。以下是利用 BERT 进行机器阅读理解的示例代码： 
 
from transformers import BertTokenizer, BertForQuestionAnswering   

import torch   

   

# 加载预训练的 BERT模型和分词器   

model_name = "bert-base-uncased"   

tokenizer = BertTokenizer.from_pretrained(model_name)   

model = BertForQuestionAnswering.from_pretrained(model_name)   

   

# 示例文本和问题   

text = "床前明月光，疑是地上霜。举头望明月，低头思故乡。"   

question = "诗人为什么低头思故乡？"   

   

# 编码输入   

inputs = tokenizer.encode_plus(question, text, add_special_tokens=True,  

return_tensors="pt")   

input_ids = inputs["input_ids"].tolist()[0]   

   

# 获取模型输出   

outputs = model(**inputs)   

answer_start_scores = outputs.start_logits   

answer_end_scores = outputs.end_logits   

   

# 获取答案的开始和结束位置   

answer_start = torch.argmax(answer_start_scores)   

answer_end = torch.argmax(answer_end_scores) + 1   

   

# 解码答案   

answer 

tokenizer.convert_tokens_to_string(tokenizer.convert_ids_ 

to_tokens(input_ids[answer_start:answer_end]))   

print(f"答案：{answer}")   
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通过上述代码，可以使用预训练的 BERT 模型来回答文本中的问题，实现机器阅读理

解任务。 

6.4.2  使用 ChatGPT 进行机器阅读理解 

ChatGPT 模型在生成任务中表现优异，同样能够应用于机器阅读理解任务。以下是利

用 ChatGPT 进行机器阅读理解的示例代码： 
 
import openai   

   

openai.api_key = 'your-api-key'   

   

def answer_question(text, question):   

    response = openai.Completion.create(   

        engine="text-davinci-003",   

        prompt=f"请根据以下文本回答问题：\n\n文本：{text}\n\n问题：{question}\n\n 

答案：",   

        max_tokens=100   

    )   

    return response.choices[0].text.strip()   

   

# 示例文本和问题   

text = "床前明月光，疑是地上霜。举头望明月，低头思故乡。"   

question = "诗人为什么低头思故乡？"   

answer = answer_question(text, question)   

print(f"答案：{answer}")   
 

通过调用 ChatGPT 的 API，可以快速进行机器阅读理解，得到准确的回答。ChatGPT

在理解和生成语言方面的强大功能，使其在 MRC 任务中表现出色。 

大模型在机器阅读理解中的应用不仅提升了回答问题的准确性和效率，而且还扩展了

MRC 的应用场景。未来，随着大模型的不断优化和发展，机器阅读理解技术将会变得更加

智能和实用，将应用于更多的实际场景中。 

6.5  小    结 

本章先介绍了两个相对基础的技术 GloVe 词向量和 Highway Network，作为 MRC 模型

的准备，然后依次介绍了几个 MRC 领域非常经典的模型。最后通过两个例子演示了如何

使用 BERT 和 ChatGPT 模型进行句法分析。 

MRC 任务类似于中文的阅读理解，名称也几乎相同，就是给出一篇文章，然后基于这

篇文章回答一些问题。不过这种形式在现实场景中不太常见，无论是搜索、对话还是其他

NLP 任务，都无法直接使用 MRC 技术解决问题，它更多是在一些场景的某个模块中发挥

作用。例如，在搜索或 QA 中最后一步需要提取出合适的答案，此时才能使用 MRC 技术，

后面在介绍 QA 问题时会详细介绍。 


